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研究テーマとキーワード

数値解析・シミュレーション
構造保存型数値解法，幾何学的数値積分法
数値流体力学，有限差分法，有限体積法，無反射条件
有限要素外積解析

数理物理
幾何学的力学理論，ハミルトン力学，ラグランジュ力学
変分法，ソリトン解
双曲型偏微分方程式，特異性の伝搬解析

社会科学
老年心理学，社会ネットワーク解析（ERGMなど）
マクロ経済学，システミックリスク解析

情報学（システム解析，機械学習，コンピューティング）
データ駆動型モデリング，システム同定
深層物理モデル，幾何学的深層学習，統計的学習理論
並列計算，スーパーコンピュータ
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最近の研究成果

Yeang et al., Symplectic Neural Operators for Learning Infinite Dimensional
Hamiltonian Systems, NeurIPS2026
Furuya et al., Approximation of Maximally Monotone Operators : A Graph
Convergence Perspective, NeurIPS2026
Takabatake et al., State Space Model with Continuous Limit of HiPPO
Matrix: Eigenvalue Analysis and Explicit Solution Formula, ICML2026
Celledoni et al., UEPI: Universal Energy-Behavior-Preserving Integrators for
Energy Conservative/Dissipative Differential Equations, NeurIPS2025
Khosrovian et al., Poisson-Dirac Neural Networks for Modeling Coupled
Dynamical Systems across Domains, ICLR2025
Matsubara et al., Number theoretic accelerated learning of physics-informed
neural networks, AAAI2025
Matsubara et al., FINDE: Neural differential equations for finding and
preserving invariant quantities, ICLR2023
Chen et al., KAM theory meets statistical learning theory: Hamiltonian
neural networks with non-zero training loss, AAAI2022
Chen et al., Neural symplectic form: Learning Hamiltonian equations on
general coordinate systems, NeurIPS2021
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Scientific Machine Learning（SciML）

科学技術計算と機械学習の融合

Scientific Machine Learning の代表的な手法

Physics-Informed Neural Networks（PINNs）
作用素学習（DeepONet，FNO など）
力学系の観測データからのシステム同定（Koopman 作用素，DMD，SINDy，
Hamiltonian Neural Networks など）
保存則・対称性などの発見

期待される応用
物理シミュレーションの高速化
産業における製品開発の加速

作用素学習は物理シミュレーションを高速化するが，通常はエネルギー保存則など
の物理法則を保存しない．本講演では，幾何学構造を保存することで物理法則を保つ
作用素学習法を紹介．
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ニューラル作用素と Fourier Neural Operator

ニューラル作用素：無限次元のニューラルネットワーク

f : Rn → Rm, f ' fNN(x) = A2σ(A1x + b1) + b2

→ K : X → Y , K ' KNOf = A2σ(A1f ),

Aj f (x) =
∫

Kj(x , y)f (y)dy + gj(x)

Fourier Neural Operator

K(x , y) = K̃(x − y) →
∫

K(x , y)f (y)dy =

∫
K̃(x − y)f (y)dy

空間の並進対称性を仮定．
無限次元の畳み込みニューラルネットワーク（CNN）に相当．
畳み込み積分を FFT により計算．
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提案手法の特徴

ニューラル作用素：無限次元のニューラルネットワーク
f : Rn → Rm, f ' fNN(x) = A2σ(A1x + b1) + b2

→ K : X → Y , K ' KNOf = A2σ(A1f ),

Aj f (x) =
∫

Kj(x , y)f (y)dy + gj(x)

Fourier Neural Operator

K(x , y) = K̃(x − y) →
∫

K(x , y)f (y)dy =

∫
K̃(x − y)f (y)dy

主に偏微分方程式の解作用素の学習に利用．しかし...
エネルギー保存則などの物理法則が成り立たない
→ シンプレクティック性などの幾何構造を保存
幾何学構造を保存すると Physics-Informed Loss が使えない
→ 幾何学構造を保つ PINNs
微分方程式ごとに学習が必要
→ １つのモデルで様々な系を予測可能な手法
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保存・散逸ハミルトン系の幾何学構造

簡単のため，
ハミルトン常微分方程式を例に幾何学構造を説明．
相空間は，一般の多様体ではなく線形空間であると仮定．
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ハミルトン系とシンプレクティック構造

ハミルトン系

d
dt

(
q
p

)
=

(
0 I
−I 0

)( ∂H
∂q
∂H
∂p

)
⇔ d

dt

(
q
p

)
= X , ω(X , ·) = dH(·)

シンプレクティック構造：ベクトル場 X が局所的にハミルトンであることと，
ω = dq ∧ dp が保存されることは同値：

LXω = 0.

シンプレクティック構造を保存する手法
シンプレクティック数値積分法：1ステップ写像がシンプレクティック
例：シンプレクティック Euler 法，Störmer–Verlet 法，変分的数値積分法
Scientific ML：シンプレクティック性をもつニューラルネットワーク
例：SympNets，Symplectic Neural Flow
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散逸型ハミルトン系

ハミルトン系に散逸項を加えた系：

d
dt

(
q
p

)
=

(
0 I
−I 0

)(
∂qH
∂pH

)
+γ

(
0 0
0 I

)(
q
p

)
, γ < 0,

H(q, p) = 1
2
‖p‖2 + V (q).

(1)

性質
エネルギーは減少：dH/dt = γ p>∂pH ≤ 0.
シンプレクティック形式 ω = dq ∧ dp は，フローに沿って収縮．

系の幾何学的な表現
du
dt =

(
O I
−I O

)
∇uH + γ

(
0 0
0 I

)
u, u =

(
q
p

)

⇔ du
dt = X , ω(X , ·) = dH − γθ

ω：シンプレクティック 2 形式，θ：1 形式，ω = −dθ．
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共形シンプレクティック構造

シンプレクティック多様体 (M, ω) 上のベクトル場 X が，定数 γ に対して
LXω = γω

を満たすとき，X を共形ベクトル場という．そのフローが生成する力学系を共形
ハミルトン系という．

そのフロー φt : u0 7→ u(t) に対して，Lie 微分に関する公式から

d
dt φ

∗
t ω = φ∗

t LXω = γ φ∗
t ω

したがって

φ∗
t ω = eγtω.

この性質を保ちつつ，解作用素 φt を学習する機械学習手法を構築したい！
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提案手法：
Conformal Symplectic Neural Flows（CoSynFlow）
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共形ベクトル場の分解

共形ベクトル場は，次のように分解できることが知られている：

X = XH + γZ , γ ∈ R.

XH：ハミルトンベクトル場，LXHω = 0.
Z：Liouville ベクトル場，LZω = ω.

幾何学的な特徴：

ハミルトン部分：シンプレクティック形式を保存する．
Liouville 部分：シンプレクティック形式を定数倍する．

解を学習するためのアイデア：

ハミルトンフローと Liouville 型のスケーリングフローを組み合わせる
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CoSynFlow：共形シンプレクティックフロー

第 ` 層のスカラーポテンシャルを Ã`, B̃`，配分係数を α` とする：

P t/2
` (q, p) =

(
q, p − t

2
∇qÃ`(q; t)

)
, Q t

`(q, p) =
(
q + t∇pB̃`(p; t), p

)
,

C t/2
` (q, p) =

(
q, eγtα`/2p

)
,

∑L
`=1 α` = 1.

対称なブロックと全体のフローを次のように定める：

F t
` = C t/2

` ◦ P t/2
` ◦ Q t

` ◦ P t/2
` ◦ C t/2

` , Φ̂t
θ = F t

L ◦ · · · ◦ F t
1.

𝐹1
𝑡

CoSynFlow block
⋯

CoSynFlow block 𝐹ℓ
𝑡， 𝐹ℓ

𝑡 ∗
𝜔 = 𝑒𝛾𝑡𝛼ℓ𝜔

𝑧0 = 𝑞0, 𝑝0 Ƹ𝑧 𝑡 = ෡Φ𝜃
𝑡 𝑧0

𝐹2
𝑡

CoSynFlow block

𝑡
query time

𝐶ℓ
𝑡/2

scaling
𝑃ℓ
𝑡/2

shear in 𝑝

𝑄ℓ
𝑡

shear in 𝑞
𝑃ℓ
𝑡/2

shear in 𝑝
𝐶ℓ
𝑡/2

scaling

𝐹𝐿
𝑡

CoSynFlow block

෡Φ𝜃
𝑡 ∗

𝜔 = 𝑒𝛾𝑡𝜔
conformal symplecticity

෡Φ𝜃
𝑡 =𝐹𝐿

𝑡 ∘ ⋯ ∘ 𝐹1
𝑡

initial state prediction
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複数の系を予測する手法への拡張

これまでのブロックは，一つの固定された (H, γ) に対して定義される．

一つのハミルトニアンで学習したモデルを別の系に適用するには，再学習が
必要．
しかし，多くの応用では，多数の異なる系に対して解作用素を学習したい．

アイデア：アーキテクチャ全体を「系を特徴づける量」に依存
系の記述子 (H, γ) を入力として取れるようにモデルを修正：

Φ̂t
θ( · ;H, γ) ≈ Φt

H,γ .

さらに，条件として与えたすべての系で，幾何学構造が厳密に成立させる．
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系の記述子に依存した CoSynFlow

𝐻, 𝛾
system family

𝐹1
𝑡

CoSynFlow block
⋯

CoSynFlow block 𝐹ℓ
𝑡， 𝐹ℓ

𝑡 ∗
𝜔 = 𝑒𝛾𝑡𝛼ℓ𝜔

𝑧0 = 𝑞0, 𝑝0 Ƹ𝑧 𝑡 = ෡Φ𝜃
𝑡 𝑧0

𝒪𝜃
system conditioner
(learned operator)

ƿ𝐴ℓ, ƿ𝐵ℓ, 𝛼ℓ
block parameters

𝐹2
𝑡

CoSynFlow block

𝑡
query time

𝐶ℓ
𝑡/2

scaling
𝑃ℓ
𝑡/2

shear in 𝑝

𝑄ℓ
𝑡

shear in 𝑞
𝑃ℓ
𝑡/2

shear in 𝑝
𝐶ℓ
𝑡/2

scaling

𝐻, 𝛾
system family

𝐻, 𝛾
system family

𝐹𝐿
𝑡

CoSynFlow block

෡Φ𝜃
𝑡 ∗

𝜔 = 𝑒𝛾𝑡𝜔
conformal symplecticity

෡Φ𝜃
𝑡 =𝐹𝐿

𝑡 ∘ ⋯ ∘ 𝐹1
𝑡

initial state prediction

作用素学習によって，系の記述子であるハミルトニアンと減衰率から全ブロックのパラ
メータであるポテンシャルへの写像を学習：

Oθ : (H, γ) 7−→
(
{α`}, {Ã`, B̃`}

)
, hH =

(
H(r1), . . . ,H(rm)

)
.
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偏微分方程式への拡張と
Brinkman 法への応用
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偏微分方程式への拡張

正準ハミルトン偏微分方程式を考え，CoSynFlow を次のように拡張：
ω = dq ∧ dp を，次の形式に置き換える：

ω(

(
q1

p1

)
,

(
q2

p2

)
) =

∫
Ω
(q1p2 − q2p1)dx .

∇ANN を変分微分 δANN
δu に置き換える（自動微分により計算）

P t/2
` (q, p) =

(
q, p − t

2

δÃ`(q; t)
δq

)
, Qt

`(q, p) =
(
q + t

δB̃`(p; t)
δp

, p
)

応用：複雑形状領域における解作用素の学習
通常の方法：境界適合格子の生成に大きなコストがかかる．

Brinkman ペナルティ法

固体領域 Ωs にペナルティ項を導入し，直交格子上
で複雑形状領域を扱う．
形状変更は Ωs の指示関数 χ(x) を変更するだけで
よい．

χ(x) =
{
1 x ∈ Ωs

0 x ∈ Ωf

入射波

Ωs

Ωf

直交格子
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複雑形状領域における波動方程式

簡単のため，複雑な境界をもつ領域 Ωf ⊂ Rd 上の波動方程式を考える：

utt = c2∆u 領域内：Ωf , u = 0 境界上：∂Ωf

utt = c2∆u − χ(x)
η

ut ,

Ω = Ωf ∪ Ωs , χ(x) =
{
1 x ∈ Ωs（固体領域）
0 x ∈ Ωf（流体領域）

η � 1: ペナルティパラメータ
η → 0：固体領域で ut → 0 となり，u → 0（Dirichlet 境界条件）を得る．

この方程式は直交格子上で解ける．χ(x) を変更するだけで領域形状を変えられ，χ を
ニューラル作用素の入力にできる．
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多重シンプレクティック構造

波動方程式の多重シンプレクティック定式化
v = ut , w = cux を導入すると，波動方程式 utt = uxx は以下のように書き換え
可能： 0 −1 0

1 0 0
0 0 0


︸ ︷︷ ︸

K

u
v
w


t

+

0 0 −c
0 0 0
c 0 0


︸ ︷︷ ︸

L

u
v
w


x

= ∇S(z)

S(z) = 1
2 (v

2 − w2)

この方程式は多重シンプレクティック保存則 ∂tω+ ∂xκ = 0 をもつ．この構
造は散逸系へ拡張可能？
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共形多重シンプレクティック構造

定理 Brinkman 法を適用した波動方程式

utt = c2∆u − χ(x)
η

ut

は，次のように表すことができる：

Kzt + Lzx = ∇zS(z)− χ(x)
2η

K z

ここで，

z = (u, v ,w)T ,K =

 0 1 0
−1 0 0
0 0 0

 ,L =

0 0 −c
0 0 0
c 0 0

 ,

S(z) = −χ(x)2u2

8η2
+

1

2
(v2 − w2).
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数値実験
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学習に用いる系とベンチマーク

学習に用いる系の族．Q = [−3, 3]2 上の 2自由度のハミルトン系：

H(q, p) = 1
2
‖p‖2 + V (q), V = Vq + VGP.

Vq: ランダムな 4次関数, VGP: ガウス過程による摂動
散逸係数 |γ| ∈ [0.1, 0.4]，学習時間区間の長さ T = 4

学習用 38,000 系，検証用・テスト用各 1,000 系，各 32 軌道

４つのベンチマーク系（学習には使用しない）．

Vq(q) = 1
2

(
b1q2

1 + b2q2
2

)
+ c q1q2 +

1
4

(
a1q4

1 + a2q4
2 + 2a3q2

1q2
2

)
系 b1 b2 c a1 a2 a3

B1 異方性振動子 0.25 1.96 0 0 0 0
B2 結合 Duffing 系 −0.5 −0.5 0.3 0.25 0.25 0
B3 メキシカンハット −0.5 −0.5 0 0.25 0.25 0.5
B4 4次結合系 1 1 0 0 0 0.5
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結果 1：機械精度レベルの構造誤差

モデル MSE 構造誤差 Eω

Symplectic Flow 1.3× 10−2 8.2× 10−1

MLP Flow 1.2× 10−2 2.6× 10−1

MLP Flow（ソフト制約） 1.9× 10−2 1.3× 10−1

DeepONet 2.7× 10−2 7.4× 10−1

Transolver 7.8× 10−3 2.2× 10−1

CoSynFlow 3.4× 10−4 1.3× 10−15

構造誤差 Eω = ‖DΦ̂>
θ J DΦ̂θ − eγtJ‖F / ‖eγtJ‖F は共形シンプレクティック性の確

認．倍精度で評価．
提案手法は共形シンプレクティック性を丸め誤差レベルで保存．
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結果 2：学習時間区間の 10 倍先までの予測

0 5 10 15 20 25 30 35 40
t
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−0.5

0.0

0.5
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q 1

anisotropic oscillator
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0 5 10 15 20 25 30 35 40
t

−3

−2
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t

−2

−1
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1

2
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t

−1.0

−0.5

0.0

0.5

1.0

q 1
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結果 3：物理法則に基づく学習

Φ̂t
θ は時刻 t に関して連続かつ微分可能であるため，学習したフローそのものに対し
て支配方程式の残差を定義できる：

LPI =
1

|C|
∑

(z,t)∈C

∥∥ ∂tΦ̂
t
θ(z)− X

(
Φ̂t

θ(z)
)∥∥2.

選点 (z, t) において参照軌道データは必要ない．

単一の系・2本の軌道 状態誤差 エネルギー誤差

Lpred 1.2× 10−2 2.9× 10−3

Lpred + LPI 2.9× 10−3 4.9× 10−4

少量のデータ，あるいは軌道データなしでも学習できる．
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結果 4：偏微分方程式への適用

参照解 提案手法 FNO

Brinkman 法を適用した波動方程式の解の予測

FNO の予測では，エネルギーが
不自然に減少．

提案手法による解のエネルギー
挙動は参照解に近い．
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まとめ

提案手法はアーキテクチャにより，共形シンプレクティック構造を厳密に
保存．

一つのモデルで，複数の異なる系の解を予測可能．

時刻 t に関する微分可能性により，Physics-Informed loss が利用可能．

応用：複雑形状領域上の偏微分方程式．

Baige Xu, Takaharu Yaguchi, CoSynFlow: Conformal Symplectic Neural Flows for
Cross-System Prediction of Dissipative Hamiltonian Dynamics, arXiv:2608.00571
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Scientific Machine Learningに関する国際会議を毎年開催
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